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摘  要 

城市计算是近年来新颖且充满应用价值的研究领域，其中，基于地理信息的

服务是该领域的一个重要课题，课题中许多重要的下游任务，例如用户的下一个

兴趣点推荐、个性化行程推荐等，都需要进行用户的移动模式分析。因此轨迹用

户链接是城市计算中的关键环节，也在基于地理信息应用中是一项非常重要的任

务。现有对移动模式挖掘的技术主要可以概括为两种，其一是隐马尔科夫模型，

另一种是使用循环神经网络对轨迹数据建模。以上两种建模方式，前者基于非相

邻位置之间具有独立性的假设，后者则仅研究一种较为浅层的生成过程，然而都

忽视了人类轨迹数据通常本身具有稀疏的、高维度的特性，以及可能包含嵌入式

层次结构的事实。本文采用基于变分自编码器模型的半监督学习框架解决轨迹用

户链接问题，通过使用循环神经网络的隐藏单元结构，随机生成隐式变量来学习

人类移动特征。利用变分自编码器模型结合半监督学习方法，借助大规模无标签

的数据缓解了数据稀疏性的问题，同时利用高维度的嵌入向量来表示轨迹数据的

层次和结构语义。实验验证了在真实的数据上，本文采取的变分自编码器模型同

比现有方法，在解决轨迹用户链接问题时提升了性能效率，并且提高了用户轨迹

链接的准确度。 
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ABSTRACT 

In recent years, urban computing is a new research field, which has been 

implemented in a number of applications. Among them, geographic information-based 

services are an important topic in this field. There are many important further tasks in 

this topic, such as the user’s next point of interest (POI) recommendation and 

personalized itinerary recommendation, and so on. All need to analyze the user's mobile 

pattern. Therefore, the trajectory user linking (TUL) is a key part of urban computing, 

and a very important task in applications based on geographic information. Existing 

techniques for mining mobile patterns can be summarized into two types, one is the 

hidden Markov model, and the other is to model trajectory data using recurrent neural 

networks. The above two modeling methods, the former is based on the assumption that 

non-adjacent positions are independent, while the latter only studies a shallow 

generation process. However, both of them ignore that human trajectory data is usually 

featured with sparse distribution and high dimension. Besides, the fact that trajectory 

data may contain embedded hierarchies is neglected. In this paper, a semi-supervised 

learning framework based on the Variational AutoEncoder (VAE) model is used to solve 

the trajectory user linking problem. By using the hidden unit structure of the recurrent 

neural networks, implicit variables are randomly generated to learn features of human 

movement. Using the Variational AutoEncoder model combined with semi-supervised 

learning methods, the problem of data sparsity is alleviated with the help of large-scale 

unlabeled data. High-level embedding vectors are used to represent the trajectory data 

hierarchy and structural semantics. Experiments have verified that on real data, the 

Variational AutoEncoder model adopted in this paper is comparable to the existing 

method, which improves the performance efficiency when solving the problem of 

trajectory user linking, and improves the accuracy of user trajectory linking. 
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1   绪论 

随着移动智能终端的普及与使用场景的扩展，越来越多的便携的、可获取设

备定位信息的、可记录人类运动轨迹的智能设备，例如：智能手机、智能手表、

运动手环、行车记录仪等，出现在人们的生活中。也就是说，人们生活中产生的

轨迹信息被很容易的也很广泛的被记录下来。与此同时，城市计算在大数据技术

的发展和推动下开始发挥着强大能力，可以为一座城市的管理和相关企业的策略

提供了有效且可靠的参考建议。城市计算也可以看作是一种基于地理信息的服务，

承担着许多重要任务，其中将轨迹数据和产生它的用户链接起来是关键环节。 

然而，出于对用户隐私的保护的考虑，轨迹与用户的链接关系通常是被隐藏

或者被清洗掉的，获得的轨迹数据往往是没有用户标签的位置序列。因此，解决

轨迹用户链接问题是基于地理信息来提供服务的应用的重要任务之一。与用户链

接后的轨迹数据可以产生更好、更个性化、更准确的兴趣点（POI，Point of Interest）

推荐，也可以帮助公安部门从过往旅客轨迹的稀疏时空数据中识别恐怖分子或犯

罪嫌疑人。 

解决轨迹用户链接问题现已有的方法主要是依靠隐马尔科夫模型或者是循

环神经网络（RNN, Recurrent Neural Network）基于用户的历史签到信息对人类

运动模式建模。基于隐马尔科夫模型的方法[1]，例如：基于排序的隐马尔科夫模

型和基于排序的马尔科夫链的转换，假设在非相邻的位置间存在强独立性，失去

了轨迹信息（POI 序列）对时间的依赖性，忽视了人类运动轨迹具有的时序性和

符合生活实际的语义，因此限制了捕获长期定位轨迹信息的性能。 

另一方面，循环神经网络是一种能够解决变长输入和输出序列的特殊神经网

络。基于循环神经网络的用户轨迹链接解决方案，是根据先前的输出，通过对兴

趣点序列进行联合概率分布建模，它可以预测下一个输出序列。这被成功地运用

在许多时空位置预测的应用中，且近来被用作于轨迹用户链接中识别人类运动模

式的建模中[2]。遗憾的是，标准循环神经网络的监督学习轨迹模型缺乏对人类运

动的层次语义的理解，并且无法利用未标记的数据进行深度学习，浪费了未标记

数据中丰富且独特的个体运动模式特征。 

再者，诸如生成对抗网络（GAN，Generative Adversarial Network），自回归

模型和变分自编码器（VAE，Variational Autoencoder）之类的深层生成模型，已

经在计算机视觉领域的图像识别、图像生成和自然语言处理领域的语义语句建模、

机器翻译等方面取得了成功，也受到行业内的认可，并已运用在实际应用中。近

期，半监督学习的生成模型受到越来越多的关注，它利用已标签的数据和未标签

的数据对复杂的高维度潜在变量进行建模，同时可进行分类和生成任务。变分自

编码器在自然语言处理领域中文本分类和语言生成应用上展现出令人鼓舞的性



能，但是，VAE 在人类运动建模中的应用尚未得到充分的研究。并且，受限于数

据稀疏性和轨迹序列数据中潜在的语义结构，以前基于变分自编码器的模型无法

直接应用于解决轨迹用户链接问题。 

在本文中，采用新颖的方法——基于变分自编码器的轨迹用户连接方法

（TULVAE，Trajectory User Linking via Variational AutoEncoder），对人类轨迹数

据建模，并且将轨迹数据与产生其的用户链接起来，以解决上述存在并提出的问

题，以满足目前基于地理信息的应用中的轨迹数据与其用户的链接需求，进而更

好地使城市计算进一步地为公众和社会提供高质量、高效率、高可靠性的服务。 

本文的主要工作包括如下的四点: 

（1） 提出一种基于变分自编码器的优化目标函数建模方法，并利用该模

型推断出人类运动模式中的潜在变量，据调查研究所知，本文提出的方

法是目前为数不多的变化轨迹数据推理模型，以及为带有时序的轨迹数

据挖掘提供了新视角。 

（2） 探索并尝试解决基于地理信息应用中轨迹数据稀疏性问题，特别是

使用半监督学习将未标签轨迹数据链接到产生其的用户，以提高轨迹用

户链接的性能，并使数据得到尽可能完全地利用，充分挖掘有效数据，

最大化获取到数据的价值。 

（3） 通过轨迹数据中人类活动轨迹的分段，对分段的轨迹内和轨迹间所

包含的语义建模，弥补了以往研究中忽略轨迹数据层次结构的不足，解

决了轨迹间过于复杂了相互依赖性问题。 

（4） 在实验评估中，通过使用三个公开的基于地理信息的社交媒体数据

集测试了模型的性能，并将本文中的模型与几种现有模型进行比较，实

验结果表明，本文提出的基于变分自编码器的用户轨迹链接模型的方案

对于问题的解决所带来的性能和效率的提升。 

在本文的后续部分，将在第 2 部分论述轨迹用户连接问题的数学定义，并详

细说明现有研究针对该问题给出的解决方案以及问题解决的现状。在第 3 部分讨

论本文运用的核心结构——变分自编码器模型的数学原理和模型细节。在第 4 部

分介绍并分析基于变分自编码器的轨迹用户链接模型的技术细节，然后再第 5 部

分中给出数据集、实验环境说明，可视化的实验结果展示，并将本文使用模型的

问题解决效果和其他的轨迹用户链接问题的解决方案效果进行横向比较与评估。

第 6 和 7 部分给出本文的结论和对未来研究的展望。 

  



2   轨迹用户链接问题 

2.1 问题定义 

设 𝑡𝑢𝑖
= {𝑐𝑖1, 𝑐𝑖2, … , 𝑐𝑖𝑛} 表示用户 𝑢𝑖 在一段时间内产生并被记录的长度为

𝑛的移动轨迹数据，其中 𝑐𝑖𝑗(𝑗 ∈ [1, 𝑛]) 是 𝑡𝑗 时刻用户 𝑢𝑖 所处的位置（该位置

包含很多信息例如：用经度与纬度表示的地理信息，经度与纬度，形如(𝑥𝑖𝑗, 𝑦𝑖𝑗)）。

在本文中，我们将 𝑐𝑖𝑗 称为一个签到点。一条轨迹数据 𝑡𝑖̅ = {𝑐1, 𝑐2, … , 𝑐𝑚} ，若

我们不知道是由哪个特定的用户产生，就被称为一条未链接的轨迹数据。于是，

轨迹用户链接问题被定义为：假设有许多未链接的轨迹数据 𝒯 = {𝑡1̅, … , 𝑡𝑚̅̅ ̅}，这

些轨迹数据均由一组确定的用户 𝒰 = {𝑢1, … , 𝑢𝑛} (𝑚 ≫ 𝑛) 产生。轨迹用户链接

的目标是学习一种将未链接的轨迹数据与最可能是产生该轨迹的用户进行链接

的映射函数，即： 𝒯 ↦ 𝒰。 

2.2 解决方案研究现状 

收集人类的行为数据，使用计算机技术从数据中挖掘人类的行为模式是人工

智能、地理信息系统和推荐系统中共同的一个研究主题，并且轨迹分类，也就是

将大量轨迹分类为不同的运动模式，是理解人类运动模式的中心任务之一。轨迹

用户链接是比轨迹分类更要复杂的一项问题，因为需要分类的类别数量更多，需

要将一条轨迹具体分配到某一个用户。现有的，对人类轨迹数据建模的方法主要

使用的模型包括隐马尔科夫模型或者是循环神经网络模型，模型通过学习大量的

用户历史签到信息，学习得到用户的移动行为模式。 

2.2.1 基于隐马尔科夫模型的方法 

隐马尔科夫模型（HMM，Hidden Markov Model）是一种可用于分析带有时

间标签的序列数据的技术，是一种随机状态机。HMM 在研究领域和应用领域已

经非常成熟。自 2005 年至今，有许多研究文献表明，引入隐马尔科夫模型的识

别、分类算法，可以以较高的识别正确率（84%~96%）解决轨迹分类问题[3]，但

是对轨迹用户链接任务并没有很好的效果。 

根据实际场景中运动轨迹的复杂程度，针对轨迹的类别或产生轨迹的用户建

立相应的隐马尔科夫模型，利用数据集训练上述模型来获得可靠的参数。计算并

且统计测试样本中的轨迹对于每个 HMM 模型的最大似然概率，比较选择概率值

最大的分类（用户）作为轨迹用户链接的结果。 

根据轨迹数据的复杂性，隐马尔科夫模型的状态数选取通常为 4，5 或者 6

不等，模型的宏观结构为从左至右且中间没有状态的跳转，初始化开始状态均为

初始，终止于末状态。多选用连续混合高斯概率密度函数作为模型的输出似然概



率函数，对每个混合状态单元的概率加权计算，可以起到平滑模型参数的作用，

以获得较高的识别率。为了应对轨迹数据稀疏和训练数据不足的问题，可利用多

观测序列算法来训练各个隐马尔可夫模型。 

对于各个状态的混合高斯概率密度函数中均值矢量、混合权系数和协方差矩

阵的初始化都使用 K-means 算法[3]。首先，依据先前选定的状态数，对该数据做

平均分段，即将训练集中的轨迹看做预处理后的点集，使用 K-means 算法聚类，

其中聚类簇的个数（K 值）等于隐马尔科夫模型的状态数量。然后，将观测序列

中属于同一个状态的数据合并组成一个矩阵，再根据混合单元的数量，利用 K-

means 算法得到各个状态中的均值矢量、混合权系数和协方差矩阵。最后，可以

得到一个具有确定数量状态的连续密度隐马尔科夫模型的参数初始值。 

对于轨迹数据的隐马尔科夫模型训练，给定用户的训练轨迹数据样本集，包

含若干观测值序列，开始迭代计算：前向变量和后向变量，利用多观测值序列重

估公式重新估算模型参数，最后使用条件概率和最大似然函数评价模型是否收敛，

若收敛则结束对此轨迹样本的训练，得到该用户的隐马尔科夫模型，否则进行下

一次迭代。 

基于 HMM 的轨迹用户链接，其实质上是在上述已训练好的隐马尔科夫模型

中选择一个可以最佳地描述观测轨迹序列的模型，即：计算测试轨迹数据中相对

于各个训练完成 HMM 的条件概率，在得到的条件概率中选取概率值最大的用户

类作为该测试轨迹序列的用户链接结果[3]。 

然而，HMM 假设在非相邻的位置间存在强独立性，失去了兴趣点对时间的

依赖性，对于轨迹数据生硬地平均分段，忽视了人类活动本身具有的时序性和符

合生活实际的语义，因此基于隐马尔科夫模型的方法限制了捕获长期定位轨迹信

息的性能和效果。 

2.2.2 基于循环神经网络的方法 

循环神经网络是可以处理任意长度序列的神经网络。对于任意时间步长 𝑡，

它都会馈入输入 𝑥𝑡  并从先前的隐藏状态 ℎ𝑡−1  生成隐藏状态 ℎ𝑡 = 𝜑(𝑥𝑡, ℎ𝑡−1)，

其中 𝜑 是非线性函数。通过递归展开 ℎ𝑡，将得到： 

ℎ𝑡 = 𝜑 (𝑥𝑡 , 𝜑 (𝑥𝑡−1, 𝜑(𝑥𝑡−2, 𝜑(… )))) = 𝑓(𝑥1:𝑡)          (2 − 1) 

表明循环神经网络的隐藏状态是所有过去输入 𝑥1:𝑡 的函数。 

循环神经网络作为深层模型，已有文献[4]表明，它具有对变长序列分布建模

的强大优势，例如长短期记忆模型（LSTM，Long-Short Term Memory）可以很好

地捕获一段时间内兴趣点序列的独立性特征。LSTM 和门控循环单元（GRU，

Gated Recurrent Unit），通过引入循环神经网络的门控机制，来解决梯度消失和梯



度爆炸问题，它比隐式马尔科夫模型等浅层序列模型更强大，因此循环神经网络

在对序列的建模中很受欢迎。 

使用 LSTM 对轨迹数据建模[5]，通过类似上文提到的生成状态函数，可把记

忆单元分别表示终止状态、当前状态、候选嵌入状态，用 Sigmoid 函数作为激活

函数，对应地定义输入门、遗忘门及输出门。类似地，使用 GRU 对轨迹数据建

模，不单独引入记忆单元，可简化 LSTM 模型。形式上，我们通过最后一个状态 

ℎ𝑡−1 与候选嵌入状态 ℎ𝑡̃ 之间的线性插值来更新 ℎ𝑡 的状态，候选嵌入状态 ℎ𝑡̃ 

的计算与传统循环神经网络单元相似。为了最终将轨迹链接到产生他们的用户，

由LSTM或者GRU生成的轨迹序列表示被传入Softmax层，进行多类别的分类，

最终解决轨迹用户链接问题。 

从近年来的文献来看，有研究团队[6]将循环神经网络引入来解决轨迹用户链

接问题，通过使用基于循环神经网络的模型来学习人类移动特征，并按照用户对

轨迹进行分类，从而将未链接的轨迹与产生其的用户相关联，这一思路是可行的。

但令人失望的是，基于标准循环神经网络的监督性学习轨迹模型缺乏对人类活动

分层语义的理解，且无法利用未标记的数据进行深度学习。轨迹恢复问题也以类

似的方式进行了研究，使用轨迹统计推断个人的身份，其本质上是等效的轨迹用

户链接问题。 

更进一步的，直接应用循环神经网络对从基于地理信息的应用所获得的签到

序列建模至少存在以下三种缺陷： 

（1） 轨迹数据严重的稀疏性：例如从 Foursquare 和 Yelp 获取签到数据的

密度通常大约是 0.1%，而 Gowalla 数据的签到密度约为 0.04%[7]。并且，

数据集中的签到数据可能同时包括一些无用数据（噪音），会直接影响轨

迹用户链接的准确率； 

（2） 轨迹数据中结构间的依赖：由于时间步长选取的不同，在签到数据中

存在强而复杂的依赖[8]； 

（3） 简单循环神经网络的浅层生成：只有顺利通过输出门的生成序列信

息（例如：生成兴趣点序列）被采样，模型的可变性或随机性才会出现，

否则不具有一般性[9]。 

因此，基于简单循环神经网络的方法完成轨迹用户链接任务的思路虽然可行，

并且已有相关文献给出论述证明和实验表征，但是在实际数据集中若没有特别有

效的数据预处理和巧妙地轨迹分段时，该方法的鲁棒性不足。并且，这种方法所

链接的用户数有局限，当用户数量，也就是分类类别数量过多时，这种方法的性

能和准确率会大大下降。 

  



3   变分自编码器模型 

3.1 概述 

近年来，变分自编码器作为一种无监督学习复杂分布的生成式模型广泛应用

于数据挖掘和人工智能等领域，变分自编码器基本原理基于贝叶斯推理，并且使

用了神经网络结构，可以通过大量的训练数据并且采用随机梯度下降等参数优化

的方法，进行训练而受到人们广泛的关注。变分自编码器是一种生成模型，已经

在许多复杂数据的生成任务中，包括住宅编码、物理模型场景、分割以及预测静

态图像上，显现出优势[10]。 

生成式模型是机器学习中的一个重要领域，是在一些潜在的高维空间 χ 中

对数据点 𝑋  定义分布 𝑃(𝑋)的模型。与其他传统生成模型所基于的强独立性假

设（例如蒙特卡洛方法和前文提到的隐马尔科夫模型）不同的是，同样属于生成

模型的变分自编码器则进行弱假设，模型的训练通过反向传播以较高的效率快速

进行。变分自编码器确实做了近似，但是由这种近似引入的误差对于高容量模型

来说是渺小的，这些特点促成了它的迅速普及。 

3.2 数学基础 

3.2.1 变分自编码器定义 

直观地说，变分自编码器模型首先决定在生成一个兴趣点序列之前，应该生

成哪个兴趣点 ID，这种决策方法被称为受限于隐式变量的决策。也就是说，在

本模型生成任何兴趣点信息之前，先随机地从全体用户样本中采样一个用户标识

𝑧，确保模型生成的所有轨迹信息与该用户标记相匹配，因此𝑧就是模型生成兴趣

点序列的决定性因子，被称为隐式变量。将𝑧命名为隐式变量，其原因在于模型

直接得到的是生成的结果，而并不需要知道是哪个𝑧生成了这个结果，只需要使

用可提取轨迹数据特征的技术，例如循环神经网络，来推断它即可，而没有必要

知道如何具体设置隐式变量参数[10]。 

从形式上，在高维空间中 𝛧  有一个隐式变量 𝑧  向量，可以根据定义在 𝛧 

上的概率密度函数 𝑃(𝑧) 对隐式变量进行采样。此时，在向量空间 Θ 中有一个

确定函数 𝑓(𝑧; 𝜃)，其中 𝑓: 𝑍 × 𝛩 → χ，χ是生成空间。如果 𝑧 随机并且 𝜃 固定，

那么函数 𝑓(𝑧; 𝜃)  就是 χ  空间中的随机变量。变分自编码器的目标就是：在生

成过程中最大化 𝑃(𝑋)，即： 

max 𝑃(𝑋) = max ∫ 𝑃( 𝑋 ∣ 𝑧; 𝜃 )𝑃(𝑧)𝑑𝑧              (3 − 1) 

公式中，𝑓(𝑧; 𝜃) 被一个分布 𝑃( 𝑋 ∣ 𝑧; 𝜃 ) 所代替，可以通过“全概率公式”

推导出 𝑋 对 𝑧 显式的依赖，称为 𝛧 对 𝑋 的“最大似然”，在变分自编码器中，



通常选择高斯分布作为输出分布，即：𝑃( 𝑋 ∣ 𝑧; 𝜃 ) = 𝑁( 𝑋 ∣∣ 𝑓(𝑧; 𝜃), 𝜎2 ∗ 𝐼 )，其中 

𝐼 是与 𝑋 维度相同的单位矩阵，标量 𝜎 是超参数。也就是说，在标准变分自编

码器中，如果输出是实数向量，通常输出的分布是均值为 𝑓(𝑧; 𝜃)，方差为 𝜎𝐼 的

高斯分布。通过使 𝑓(𝑧; 𝜃) 接近 𝑧 的方法来最大化 𝑃(𝑋)，即在训练的过程中，

生成结果尽可能接近样本数据。 

3.2.2 两个核心问题 

1）隐式变量 𝑧 向量的表示 

在理想的情形下，隐式变量是由模型自动生成的，从而避免手动设计与选择

隐式变量空间中每一个维度所编码的信息，在必要的时候能够让隐式变量的编码

带有特定的语义，同时也应该避免隐式变量不同维度之间的依赖关系[10]。变分自

编码器通过引入函数映射关系处理这些问题：假设隐式变量空间中的每一个维度

是彼此独立的，同时隐式变量满足先验分布𝑁(0, 𝐼)，其中 𝐼 是单位矩阵。因为只

要有一个 𝑛 维标准正态分布的 𝑧，再找到一个足够复杂的函数 𝑔(𝑥)，那么 𝑔(𝑧) 

就可以表示任意一个 𝑛 维分布。对公式（3-1）而言，𝑓(𝑧; 𝜃) 就是一个多层神经

网络组成的函数逼近器，可以将隐式变量映射到最后的输出 𝑋。 

2）𝑃(𝑋)积分的计算 

采用随机的方式对 𝑧  采样来计算（3-1）式时会发现，对于绝大多数 𝑧  来

说，𝑃(𝑋|𝑧) 都接近于 0（因为 𝑧 是对标准正态分布的采样），这些采样对 𝑃(𝑋) 

的估计毫无用处，使得这种方式非常低效。变分自编码器解决这个问题的核心思

想是：通过构造另一个分布 𝑄(𝑧|𝑋)，使得尝试从该分布中采样出有更大可能产

生 𝑋 的 𝑧[10]。因此，在变分自编码器的采样环节中，以给定 𝑋 的信息作为先

验，从最有可能生成一个待估计样本 𝑋  的隐式变量分布 𝑄(𝑧|𝑋)  中对 𝑧  进行

采样，并用这些采样来高效估计 𝑃(𝑋)。 

3.3 模型结构 

为了解决两个核心问题，变分自编码器中引入编码函数𝑔(𝑋)来对分布𝑃(𝑧|𝑋)

进行估计[10]，我们记𝑔(𝑋)的估计分布为𝑄(𝑧|𝑋)。则𝑔(𝑋)输出最有可能生成𝑋的隐

式变量𝑧的分布参数，并用这些参数来构建𝑄(𝑧|𝑋)。此时在𝑄(𝑧|𝑋)下进行采样的

效率远远高于在𝑃(𝑧)下的采样效率，这让我们对𝐸𝑧∼𝑄𝑃(𝑋|𝑧)的计算更加容易。 

3.3.1 构造目标函数 

首先利用 KL 散度（Kullback-Leibler Divergence）研究 P(z|X)与 Q(z|X)的关

系[10]，KL 散度的相关推述不在本文的研究范围，故不作推导： 

𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧|𝑋)] = 𝐸𝑧∼𝑄[𝑙𝑜𝑔(𝑄(𝑧|𝑋)) − 𝑙𝑜𝑔(𝑃(𝑧|𝑋))]     (3 − 2) 



由条件概率公式，注意到： 

𝑃(𝑧|𝑋) =
𝑃(𝑋|𝑧)𝑃(𝑧)

𝑃(𝑋)
                   (3 − 3) 

将该等式代入（3-2）式，可以得到： 

𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧|𝑋)]

= 𝐸𝑧∼𝑄[𝑙𝑜𝑔(𝑄(𝑧|𝑋)) − 𝑙𝑜𝑔(𝑃(𝑋|𝑧)) − 𝑙𝑜𝑔(𝑃(𝑧))]

+ 𝑙𝑜𝑔(𝑃(𝑋))                                       (3 − 4) 

对（3-4）式化简得： 

𝑙𝑜𝑔(𝑃(𝑋)) − 𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧|𝑋)]

= 𝐸𝑧∼𝑄[𝑙𝑜𝑔(𝑃(𝑋|𝑧))] − 𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]             (3 − 5) 

（3-5）式是变分自编码器的核心公式，下面将对其作详细的阐述。(3-5)式的

左边包含了本模型需要优化的两个部分：前一部分𝑙𝑜𝑔(𝑃(𝑋))是最大似然概率，

后一部分𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧|𝑋)]是最小化隐式变量分布𝑃(𝑧|𝑋)与预测分布𝑄(𝑧|𝑋)

的差异，使得最有可能生成一个待估计样本𝑋的分布𝑄(𝑧|𝑋)尽可能的靠近实际分

布。(3-5)式的右边是可以用随机梯度下降法来进行优化的目标，𝑄将𝑋编码为隐

式变量𝑧，而𝑃将𝑧解码生成（重构）𝑋，这实际上就是自编码器的工作，在后续会

详细分析。 

因此，我们确定了采用公式（3-5）作为目标函数时需要最大化𝑙𝑜𝑔(𝑃(𝑋))的

同时最小化𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧|𝑋)]。当隐式变量空间𝑍的条件预测𝑄(𝑧|𝑋)尽量接近

条件概率分布𝑃(𝑧|𝑋)时，目标函数转换为直接最大化𝑙𝑜𝑔(𝑃(𝑋))，此时 3.2.2 中提

出的难以估计的分布𝑃(𝑧|𝑋)可以用𝑄(𝑧|𝑋)进行简单地计算。 

3.3.2 优化目标函数 

本节论述目标函数的优化问题，即如何采用随机梯度下降法优化公式(3-5)的

右半部分: 

𝐸𝑧∼𝑄[𝑙𝑜𝑔(𝑃(𝑋|𝑧))] − 𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]            (3 − 6) 

计算𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]，首先对𝑄(𝑧|𝑋)的分布形式进行假设，一般地，选择

正态分布𝑄(𝑧|𝑋) ∼ 𝑁(𝑧|𝜇(𝑋; 𝜃), 𝜎(𝑋; 𝜃))，其中正态分布参数𝜇、𝜎均为由𝜃所确定

的参数，而参数𝜃可以从数据中学习到。在实际运用中，通常采用深度神经网络，

本文将采用深度循环神经网络来学习参数𝜇、𝜎。此时，𝑄(𝑧|𝑋)与𝑃(𝑧)都是多元正

态分布随机变量，𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]便可以由正态分布的 KL 散度公式进行计算，

化简得到： 



𝕂𝕃 (𝑁(𝜇(𝑋), 𝜎(𝑋))||𝑁(0, 𝐼))

=
1

2
(𝑡𝑟(𝜎(𝑋)) + (𝜇(𝑋))

𝑇
(𝜇(𝑋)) − 𝑘 − 𝑙𝑜𝑔𝑑𝑒𝑡(𝜎(𝑋)))    (3 − 7) 

计算𝐸𝑧∼𝑄[𝑙𝑜𝑔(𝑃(𝑋|𝑧))]，需要通过采样的方法估算𝐸𝑧∼𝑄[𝑙𝑜𝑔(𝑃(𝑋|𝑧))]，但是

要得到一个好的估计结果必须要对隐式变量𝑧进行多次采样，并经过多次计算，

这样做的计算规模是非常大的。实际工程中，在训练集中选取一个样本𝑋，一般

情况下，基于𝑄(𝑧|𝑋)仅对𝑧进行一次采样，然后计算𝑃(𝑋|𝑧)，并将其作为期望的

估计值[10]。在给定的训练集𝐷中，对于其中的所有样本，最大化目标函数的期望： 

𝐸𝑋∼𝐷[𝐸𝑧∼𝑄[𝑙𝑜𝑔 (𝑃(𝑋|𝑧))] − 𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]           (3 − 8) 

对（3-8）式进行梯度运算时，得到的梯度也必然是期望值的形式。当给定训

练集𝐷中的一个样本𝑋，可以利用𝑄(𝑧|𝑋)对𝑧进行采样，然后计算： 

𝑙𝑜𝑔(𝑃(𝑋|𝑧)) − 𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]                  (3 − 9) 

作为(3-8)式的估计，同时也可以计算梯度作为对（3-8）式梯度的期望的估计.

因此，考虑选取多组(𝑋, 𝑧)进行估算，并求平均，将结果以中心极限定理收敛到

(3-8)式的梯度。 

3.3.3 变分自编码器模型 

至此，变分自编码器的目标函数及优化目标的方法已经完备，但是直接利用

(3-7)式中的分布𝑁(𝜇(𝑋), 𝜎(𝑋))对隐式变量𝑧进行采样，无法完成反向传播算法的

计算，因为该采样并不是连续的，故无法计算梯度[10]。随机梯度下降法可以处理

随机输入的问题，但是不能处理神经网络中的随机模块。 

本文引入“重参数化”来解决上述问题：给定分布𝑄(𝑧|𝑋)的参数𝜇(𝑋), 𝜎(𝑋)，

将原采样过程𝑧 = 𝑠𝑎𝑚𝑝𝑙𝑒 (𝑁(𝜇(𝑋), 𝛴(𝑋)))重参数化为： 

𝑧 = 𝜇(𝑋) + 𝜎
1
2(𝑋) ∗ 𝜖, 𝜖 ∼ 𝑁(0, 𝐼)               (3 − 10) 

该式作为隐式变量𝑧的采样值，代入(3-9)，得到： 

𝑙𝑜𝑔 (𝑃 (𝑋|𝑧 = 𝜇(𝑋) + 𝜎
1
2(𝑋) ∗ 𝜖)) − 𝕂𝕃[𝑄(𝑧|𝑋) ∥ 𝑃(𝑧)]        (3 − 11) 

此时给定𝑋, 𝜖，公式(3-11)是𝑃, 𝑄的确定连续函数，因此可以使用随机梯度下

降法对其进行优化。 

图 3-1 描述了变分自编码器模型的核心结构模式。 



 

图 3-1  变分自编码器核心结构模式 

在本文的轨迹用户链接任务中，人类签到轨迹数据集每一元素由两部分组成

(𝑡𝑢1
, 𝑢1), … , (𝑡𝑢𝑚

, 𝑢𝑚)，其中第 𝑖 个轨迹 𝑡𝑢𝑖
∈ 𝒯，对应的用户（标签）为𝑢𝑖 ∈ 𝒰。

假设观察到的轨迹是由隐式变量 𝑧𝑖 生成的。根据 Kingma and Welling 于 2014 的

研究，只要研究对象是与单个数据点相关的对象，即轨迹，可省略索引 𝑖[11]。链

接的轨迹和未链接的轨迹子集上的经验分布分别用 𝑝𝑙̃(𝑡, 𝑢)  和 𝑝𝑢̃(𝑡)  表示。目

标是在生成模型下最大化训练集中每个轨迹 𝑡 的概率，根据推导完备的公式(3-

11)，变分自编码器模型由深度神经网络共同训练[12]，针对轨迹用户链接的变分

自编码器，将在 4.4 中详细论述。 

  



4   基于变分自编码器模型对轨迹用户链接 

因为直接利用第三部分中论述的变分自编码器模型，而不分析提取人类轨迹

数据的语义结构，且不解决数据稀疏性问题，无法应用于解决轨迹用户链接问题。

所以，该部分提出基于变分自编码器解决轨迹用户链接问题的方法，并且论述模

型实现的细节。 

本文将提出基于变分自编码器模型对轨迹用户链接的方法，它同早期对轨迹

数据挖掘研究工作的不同之处与亮点在于： 

（1） 解决了对人类移动轨迹中隐式变量的推断问题； 

（2） 利用循环神经网络学习了人类运动轨迹（签到序列）的层次语义结

构； 

（3） 以半监督学习的方式利用未标记的数据来识别个体用户的活动模式

并解决轨迹用户链接问题。 

4.1 概览 

4.1.1 轨迹用户链接整体思路结构 

解决轨迹用户链接问题主要分三个步骤，另可推广一步做预测，如图 4-1 所

示。首先从公开数据集训练样本中获取一群特定用户的轨迹数据，经过数据清洗、

预处理后的轨迹数据将被加载到变分自编码器模型中进行训练，通过 LSTM 对

序列化数据分层地学习轨迹信息特征，共同训练变分自编码器的编码器和解码器，

生成网络模型可以得到更具体和更清晰的轨迹行为特征，与此同时引入半监督学

习机制，同时用链接的轨迹数据和未被链接的轨迹数据训练分类器，减轻了数据

稀疏性的问题。将待链接的人类轨迹数据通过训练好的变分自编码器模型提取高

维信息特征，利用多分类算法链接到具体用户，解决轨迹用户链接问题。本模型

可进一步的推广，利用确定已经链接的用户信息，结合变分自编码器的解码器部

分，可以预测该用户的下一个兴趣点或者是行程序列，用做未来轨迹预测，该推

广属于未来工作，本文不作细致研究。 



 

图 4-1 轨迹用户链接的思路结构 

4.1.2 基于变分自编码器轨迹用户链接模型结构 

前文已经论述过变分自编码器由于无法有效提取人类轨迹数据结构性语义

且解码器所生成的向量序列无法直接表示轨迹数据的特征，故不能直接应用与轨

迹用户链接任务。现在描述本文提出的基于变分自编码器的轨迹用户链接模型的

细节，其中主要包含基于神经网络和深度学习的四个组成部分：循环神经网络编

码器、中间层循环神经网络、循环神经网络解码器和多分类分类器，如图 4-2 所

示。 

 

图 4-2 基于变分自编码器轨迹用户链接模型结构 



基于变分自编码器的轨迹用户链接模型，首先将原始签到信息数据进行清洗，

去除无效与错误的签到数据，并对清洗好的轨迹分段。接下来，使用“词向量”

技术将所有轨迹数据表示为一种低维表示的嵌入数据[13]。图 4-2 中，左下部分：

部署编码器和中间层循环神经网络学习轨迹数据序列的分层结构，用多层隐式变

量串联起来表示隐式空间。左上部分：从先验分布 𝑞(𝑧|𝑡, 𝑢) 中采样𝑧，同时与用

户标签𝑢被传递到解码器生成网络，通过生成结果来计算概率 𝑝(𝑡|𝑢, 𝑧)。右下部

分：半监督学习模型，未链接的轨迹数据被用来训练分类器 𝑞(𝑢|𝑡)，用来表征用

户标签分布。右上部分：利用深度神经网络的多分类分类器将给定非链接的轨迹

数据链接到产生它的用户。 

4.2 数据预处理 

本文在数据预处理环节主要对数据集做了数据清洗和轨迹数据分段两方面

的工作。 

4.2.1 数据清洗 

位置采集设备和移动计算技术的进步可以让我们更容易地获取到大量的空

间轨迹数据，但是提供位置信息服务的软件和硬件设备可能由于传感器的噪音和

其他因素，不可能总是完美地精确记录带有时间和空间的轨迹信息[14]。据观察，

在本文采用的数据集中最可能出现的“脏数据”有两种形式：其一，可能会出现

数据条目关键信息部分为空（在数据集中表现为确定的用户标签，正常时间戳，

空间经纬度信息均为 0，兴趣点标签为“全零”）的无效信息。例如，在 Brightkite

数据集中用户标签为 0 的用户在 2010 年 8 月 6 日 21：22：16 的签到的经纬度坐

标信息为(0.0,0.0)，兴趣点标签为“00000000000000000000000000000000”；其二，

可能会出现严重违背生活实际的数据条目，在对每个确定用户的签到轨迹条目以

时间顺序排列时，发现在较短的时间间隔中出现了极大的位移。例如，在原始

Gowalla 数据集中用户标签为 39602 的用户在约 2 个小时 21 分钟内，经纬坐标

由（59.4010641881,16.4434432983）改变到（79.3681452833,12.5328687948），据

计算这两个经纬坐标对应的两地相距约 2190.57134 千米，则平均速度约为 940.16

千米每小时，这显然有悖于正常生活实际。 

此时需要对待输入模型的轨迹数据进行数据清洗，否则无效信息或者严重偏

离生活实际的轨迹数据将会直接影响轨迹用户链接结果的准确率[14]，甚至在前

期的实验中，因为在变分自编码器的优化目标和损失函数的计算中包含对数运算，

所以原始轨迹条目中无意义的数据对象会导致变分自编码器因崩溃而失效。 

本文利用对数据集过滤实现数据清洗。针对包含无效信息的轨迹数据，采用

搜索并删除的策略。对所采用的数据集遍历，查找兴趣点标签为空或者为“全零”



的条目，直接删除该条目。针对严重偏离生活实际的轨迹数据，首先引入“探针”，

其本质就是临时变量，对每一确定标签的用户中根据时间顺序的相邻两个签到条

目，根据时间戳可以得到连续两次签到的时间差，由 Great-Circle 距离，基于球

面余弦的公式(4-1)： 

𝐴𝐵̂ = 𝑅 × 𝑎𝑟𝑐𝑐𝑜𝑠(𝑐𝑜𝑠 𝐴𝑙𝑎𝑡 𝑐𝑜𝑠 𝐵𝑙𝑎𝑡 𝑐𝑜𝑠(𝐵𝑙𝑜𝑛𝑔 − 𝐴𝑙𝑜𝑛𝑔) + 𝑠𝑖𝑛 𝐴𝑙𝑎𝑡 𝑠𝑖𝑛 𝐵𝑙𝑎𝑡) (4 − 1) 

其中𝑅为地球半径，本文中取 6366 千米，𝐴𝑙𝑎𝑡、𝐴𝑙𝑜𝑛𝑔分别表示签到点𝐴的纬

度和经度，𝐵𝑙𝑎𝑡、𝐵𝑙𝑜𝑛𝑔分别表示签到点𝐵的纬度和经度，可以得到该用户每两次

签到的直线距离。可以求得该用户在完成两次签到过程中的平均速度，获得“探

针”值。根据相关研究文献[14]，本文平均速度阈值设置为 300 千米每小时，当

“探针”值不大于 300，则在签到点𝐵处的签到条目是合法的，予以保留；否则

“探针”值大于 300，即连续两个签到点间直线移动平均速度超过 300 千米每小

时，不符合生活实际，删除该签到条目。该方法默认每一确定标签用户的第一条

轨迹签到条目是合法的。 

4.2.2 轨迹数据分段 

为了降低计算复杂度，同时能够通过后续循环神经网络提取更多的特征信息，

我们需要对轨迹数据进行分段，也就是说，对同一用户的轨迹序列划分为若干个

子轨迹序列。用户 𝑢𝑖 的轨迹数据最初以日期分段，即：原始轨迹数据 𝑇𝑢𝑖
 被分

段为 𝑘 个连续的子序列𝑡𝑢𝑖

1 , … , 𝑡𝑢𝑖

𝑘 ，其中 𝑘 是用户 𝑢𝑖 包含签到轨迹的天数。 

通过对子轨迹序列的学习，可以挖掘出比整体轨迹序列更多的特征信息。本

文对同一用户产生的签到信息，在同一天内考虑两个语义因素，根据时间和空间

两个指标进行子轨迹的分段。 

首先在时间指标上完成轨迹分段。基于时间间隔的轨迹分段原则，是设置一

个时间阈值，在本文中，通过对不同数据集的签到数据的观察和相关研究文献[11]

的调查，针对不同数据集设置了不同的时间间隔阈值：对 Brightkite 和 Gowalla

数据集设置时间阈值为 4 小时，即每一个日常轨迹 𝑡𝑢𝑖

𝑗 (𝑗 ∈ [1,6]) 基于 4 小时的

时间间隔分为六个连续的子序列 𝑡𝑢𝑖

𝑗,1
, … , 𝑡𝑢𝑖

𝑗,6
；对 Geolife 数据集设置时间阈值为

6 小时，即每一个日常轨迹 𝑡𝑢𝑖

𝑗 (𝑗 ∈ [1,4]) 基于 6 小时的时间间隔分为四个连续

的子序列 𝑡𝑢𝑖

𝑗,1
, … , 𝑡𝑢𝑖

𝑗,4
。 

其次在空间指标上完成轨迹分段。考虑到用户在同一个兴趣点停留时会产生

多条轨迹信息，特别是位置记录较为频繁的 Geolife 数据集，通常会在一段时间

内采集到该用户许多相近的经纬坐标。根据相关研究文献表明，在 Gowalla 和

Foursquare 数据集中，90%的用户移动距离都小于 50𝑘𝑚，这意味着用户更趋向

于访问与当前邻近的兴趣点[15]。因此，如果连续的签到条目对应的兴趣点相距超



过50𝑘𝑚，我们将其进一步分割子轨迹 𝑡𝑢𝑖

𝑗,𝑚(𝑚 ∈ [1,6])。 

4.3 轨迹数据编码 

本小节将论述数据预处理完成后的轨迹数据，在传入轨迹用户链接模型之前，

按照前文论述及变分自编码器的定义，需对含有语义的轨迹数据做“词嵌入”

（Embedding）并利用循环神经网络对嵌入后的向量进行进一步编码。 

4.3.1 轨迹数据嵌入（Embedding） 

在自然语言处理领域中，类似于文档主题分类和语句级别的对话生成的深入

研究和广泛应用，Word2Vec 技术是利用了神经网络将文本数据中的单词通过训

练模型转换为最优化的向量，用计算余弦距离的方式，能够很方便容易地将比较

两个数据间语义相似程度的过程转换为比较词向量间在某一向量空间中的相似

程度的过程，这一转换在文本处理中有利于实现词语词性的提取、词义聚类等应

用[16]。 

本文受到文本模型层次结构的启发，借鉴 Word2Vec 技术对轨迹数据做嵌入

工作，本文借鉴这一技术，将签到轨迹数据的地点经纬度信息、兴趣点序列、时

间戳信息通过已经训练好的模型[16]，嵌入到一个特征向量。具体工作为：对分段

后的轨迹进行建模，每一用户的完整轨迹由包含语义的子轨迹组成，子轨迹包含

了对应用户的时间和空间运动模式，其中一条子轨迹由顺序的兴趣点序列组成： 

𝑝𝜃(𝑠1, … , 𝑠𝑁) = ∏ ∏ 𝑝𝜃(𝑠𝑛,𝑚|𝑠𝑛,1:𝑚−1, 𝑠1:𝑛−1)

𝑀𝑛

𝑚=1

𝑁

𝑛=1

         (4 − 2) 

其中，𝑝𝜃是由兴趣点组成子轨迹序列的先验概率，𝑠𝑛 是一个日常签到序列

中第 𝑛 个子轨迹，𝑠𝑛,𝑚 是第 𝑛 个子轨迹中第 𝑚 个兴趣点信息，包括时间、经

纬度、兴趣点标签，𝑀𝑛 是第 𝑛 个子轨迹中兴趣点的数量。 

4.3.2 轨迹数据编码 

根据 3.2 节中对变分自编码器定义的论述，经过处理和分段的轨迹数据再初

步嵌入成为特征向量后，会进一步地由编码器编码，本文中使用循环神经网络对

轨迹进行分层编码，提取尽可能多的语义特征。为了活动的更细致信息和更丰富

的特征，本节将在子轨迹序列的基础上，对兴趣点进行逐个计算。 

循环神经网络是一种具有记忆功能的神经网络，适合对序列数据的建模，它

的特点为神经元在某一时刻的输出能够作为输入再次输入到神经元。这种循环机

制的串联网络结构特别适用于时间序列数据，在训练中可以保持输入序列数据的

依赖关系[4]。目前，长短期记忆模型（LSTM）是实际应用中使用十分广泛的循

环神经网络，它能够非常有效地解决一般循环神经网络中存在的梯度消失问题，



可以对序列数据中存在的短期和长期的依赖进行建模[17]。因此，本文采用 LSTM

作为编码器的主要模型对轨迹数据进行进一步地的编码，来提取更准确的轨迹层

次语义。 

在兴趣点级别，用一个兴趣点长短期记忆单元（LSTM cell），或一个门控循

环单元（GRU），来编码由兴趣点序列形成子轨迹的隐藏语义主题（例如：图 4-

2 中“工作”，“空闲”及“居家”）。兴趣点级编码器的最后隐藏状态被输入到中

间层循环神经网络，内部隐藏状态被编码为维度更低的向量，以反映日常出行的

结构特征。分层轨迹编码的内部状态中兴趣点 LSTM 和中间层 LSTM 在数学上

由(4-3)和(4-4)分别描述为： 

{
ℎ𝑛,0

𝑃𝑂𝐼 = 0,  ℎ𝑛,𝑚
𝑃𝑂𝐼 = 𝐿𝑆𝑇𝑀(ℎ𝑛,𝑚−1

𝑃𝑂𝐼 , 𝑠𝑛,𝑚)            (4 − 3)

ℎ0
𝐼𝑁𝑇 = 0,  ℎ𝑛

𝐼𝑁𝑇 = 𝐿𝑆𝑇𝑀(ℎ𝑛−1
𝐼𝑁𝑇 , ℎ𝑛,𝑀𝑛

𝐼𝑁𝑇 )             (4 − 4)
 

其中，对应的 𝐿𝑆𝑇𝑀(·) 是“vanilla” LSTM 函数，其定义如下： 

𝑖𝑡 = 𝜎(𝑊𝑖𝑣𝑡 + 𝑈𝑖ℎ𝑡−1 + 𝑏𝑖)                     (4 − 5) 

𝑓𝑡 = 𝜎(𝑊𝑓𝑣𝑡 + 𝑈𝑓ℎ𝑡−1 + 𝑏𝑓)                    (4 − 6) 

𝑜𝑡 = 𝜎(𝑊𝑜𝑣𝑡 + 𝑈𝑜ℎ𝑡−1 + 𝑏𝑜)                    (4 − 7) 

𝑐𝑡̃ = tanh(𝑊𝑐𝑣𝑡 + 𝑈𝑐ℎ𝑡−1 + 𝑏𝑐)                  (4 − 8) 

其中，𝑖𝑡，𝑓𝑡，𝑜𝑡 和 𝑏∗ 分别是输入门，遗忘门，输出门和偏移向量；𝜎 是

非线性激活函数 logistic sigmoid 函数；矩阵 𝑊 和 𝑈(∈ ℝ𝑑×𝑑) 是不同的门参数；

𝑣𝑡 是兴趣点 𝑐𝑡 的嵌入特征向量。 

记忆单元 𝑐𝑡 通过替换现有的记忆单元 𝑐𝑡̃来完成一轮计算的更新： 

𝑐𝑡 = 𝑓𝑡⨀𝑐𝑡−1 + 𝑖𝑡⨀𝑐𝑡̃                         (4 − 9) 

𝐸𝑣𝑡
= ℎ𝑡 = 𝑜𝑡⨀tanh(𝑐𝑡)                      (4 − 10) 

其中 tanh(·) 函数是双曲正切函数，⨀ 是逐个分量乘法。输出编码向量 𝐸𝑣𝑡
 

是最终隐藏层特征向量。 

本文在变分自编器的编码器部分设置了两层 LSTM 模型用于编码，在 LSTM

层后我们使用批正则化（Batch Normalization）技术，来保证在深度神经网络训

练过程中，每一层神经网络的输入都保持相同的分布。因为随着网络深度的加深，

在训练过程中非线性激活函数 logistic sigmoid 函数的输入值的分布会发生偏移，

导致反向传播时靠前的较低层 LSTM 或者轨迹数据嵌入层的梯度消失。所以需

要使用批正则化，将每层神经网络任意神经元的非线性化输入值分布调整到标准

正态分布，避免梯度消失，并且大大加快训练的收敛速度。 

其次，由于轨迹数据嵌入（Embedding）层中使用了全连接层，而且使用分

段后的用户的子轨迹序列，训练数据较为稀疏，极易出现训练模型过拟合的问题。

因此，在嵌入层后，本文设置 Dropout 层，以降低过拟合现象发生的可能性。 



综合本章节轨迹数据嵌入为特征向量和轨迹数据的编码，结合变分自编码器

定义和 3.3 节中论述过的采样准则，现给出基于变分自编码器的轨迹用户链接模

型的编码器部分的网络模型和数据结构，如图 4-3 所示。其中，InputLayer 是本

文定义的轨迹数据输入，鉴于用户产生签到序列的完整性，输入维度设置为最大

序列长度 2101；Embedding 是轨迹数据嵌入层，将嵌入的轨迹数据特征向量定义

为 320 维；Flatten 是为了变分自编码器在随机采样时服从一维分布，而将分层提

取的轨迹数据编码向量展开；Lambda 是自定义的基于采样均值和标准差的生成

层。 



 

图 4-3 轨迹用户链接模型编码器 

  



4.4 使用变分自编码器链接轨迹用户 

本文提出的基于变分自编码器的轨迹链接模型与早期工作的不同之处在于：

（1）解决了人类移动轨迹中的对隐式变量的推断问题；（2）可以学习到人类签

到序列的层次语义；（3）以半监督学习的方式结合未链接的轨迹数据来识别个体

的活动模式并解决轨迹用户链接问题。 

为了缓解数据稀疏性问题，可以通过合并未链接的轨迹数据来提高识别链接

的性能，采用具有半监督学习性质的变分自编码器能够在一定程度上解决此问题

[18]。然而，虽然由于用循环神经网络作为编码器，并从编码向量中采样估计后验

概率，这在对隐式变量的层次结构方面建模具有建设性意义，但是我们希望采用

半监督学习框架，这可能使编码器模型无法捕获未链接轨迹数据中的抽象特征。

同样地，递归堆叠的变分自编码器彼此重叠，受到较低生成层中可能出现的过拟

合现象而限制其性能，只有通过学习足够的特征才能够生成重建的轨迹数据。 

因此，本文倾向于考虑一种这样的生成序列模式，即：以隐式变量的某些部

分为基础，在此之上编码子轨迹的抽象主题，而在其他变量上编码兴趣点，在半

监督学习框架下的变分自编码器中学习推理模型。这种对隐式变量分层生成模型

的基本思想是受可变阶梯自动编码器（Variational Ladder Autoencoder，VLAE）

启发的，其中浅层网络用于表达低级简单特征，深层网络用于表示高级复杂功能，

并在网络结构的不同级别和阶段注入高斯噪声[19]。但是，注意到可变阶梯自动编

码器是为包含连续隐式变量特征分类学习而设计的，而本文所基于的变分自编码

器是针对离散化轨迹数据的半监督学习模型，因此还需要借鉴其思想完善本模型。 

更具体地，我们考虑两层隐式变量 𝑧1，𝑧2，分别表示兴趣点层（底部）和轨

迹数据层（顶部）。先验概率 𝑝(𝑧) = 𝑝(𝑧1, 𝑧2)  是标准高斯分布，并且联合分布 

𝑝(𝑡, 𝑧1, 𝑧2) 可以被分解为： 

𝑝(𝑡, 𝑧1, 𝑧2) = 𝑝(𝑡|𝑧1, 𝑧2)𝑝(𝑧1|𝑧2)𝑝(𝑧2)               (4 − 11) 

在生成网络的解码器部分中，由图 4-3 与图 4-4 所示，隐式变量 𝑧 是由并

置的两个向量合并而成的: 

𝑧 = [𝑅𝑁𝑁𝑚(𝑧2); 𝑅𝑁𝑁𝑛(𝑧1)]                   (4 − 12) 

其中 𝑧2  和 𝑧1  分别由中间层循环神经网络和兴趣点循环神经网络参数化

产生。对于生成网络的推断部分，近似后验概率  𝑝(𝑧|𝑡)  是服从高斯分布 

𝒩(𝜇𝑖, 𝜎𝑖)(𝑖 = 1,2) 由三层循环神经网络参数化。 



 

图 4-4 轨迹用户链接模型解码器 

现在通过半监督的方式学习轨迹数据，目的是得到给定隐式变量层次结构的

潜在表示，并且保证符合深度神经网络模型的生成原则。因此，当观察到与轨迹

数据（有标签的数据 𝐷𝑙）相对应的用户 𝑢，由公式（3-5）得到： 

log 𝑝(𝑡, 𝑢) = 𝔼𝑧~𝑞[log 𝑝(𝑡|𝑢, 𝑧)] + log 𝑝(𝑢) − 𝕂𝕃[𝑞(𝑧|𝑡, 𝑢)||𝑝(𝑧)]

+ 𝕂𝕃[𝑞(𝑧|𝑡, 𝑢)||𝑝(𝑧|𝑡, 𝑢)]                            (4 − 13) 

根据第三部分中对变分自编码器模型原理的论述，此时的目标是利用 

𝑞(𝑧|𝑡, 𝑢) 估算真实先验概率 𝑝(𝑧|𝑡, 𝑢)，即：最小化𝕂𝕃[𝑞(𝑧|𝑡, 𝑢)||𝑝(𝑧|𝑡, 𝑢)]。因此，

为了估计生成参数，将单个轨迹数据的边际可能性的下限证据（ELBO, evidence 

lower bound）用作目标𝜀1
𝑔(𝑡, 𝑢)： 

𝜀2
𝑔(𝑡, 𝑢) = 𝔼𝑧~𝑞[log 𝑝(𝑡, 𝑢, 𝑧)] − 𝕂𝕃[𝑞(𝑧|𝑡, 𝑢)||𝑝(𝑧)]         (4 − 14) 



其中，𝕂𝕃[𝑞(𝑧|𝑡, 𝑢)||𝑝(𝑧)] 是隐式后验概率 𝑞(𝑧|𝑡, 𝑢) 和先验概率分布 𝑝(𝑧) 

间的 KL 散度，它衡量了对 𝑧 估算先验概率时丢失的信息多少。期望项是重构

误差或期望的负对数似然，这可使解码器从隐式分布中重新构建轨迹。 

如果是未标签的轨迹数据 𝐷𝑢，通过使用分类器 𝑞∅(𝑢|𝑡) 进行后验推断来预

测用户身份 𝑢。我们将 𝑢 认为是另一个隐式变量，得到如下的 ELBO 𝜀2
𝑔(𝑡)： 

log 𝑝(𝑡) ≥ 𝔼𝑧~𝑞(𝑢, 𝑧|𝑡)[log 𝑝(𝑡, 𝑢, 𝑧) − log 𝑞(𝑢, 𝑧|𝑡)]

= ∑ 𝑞(𝑢|𝑡) (𝜀1
𝑔(𝑡, 𝑢)) + ℋ(𝑞(𝑢|𝑡))

 

𝑢

= 𝜀2
𝑔(𝑡)           (4 − 15) 

其中 ℋ(𝑞(𝑢|𝑡)) 是信息熵，分类器 𝑞∅(𝑢|𝑡) 在训练期间的损失通过预测用

户与真实标签之间的 𝐿2  重构误差来衡量。因此，对整个数据集边界似然的 

ELBO ε 为： 

ε = − ∑ (𝜀1
𝑔(𝑡, 𝑢) + 𝛼 log 𝑞(𝑢|𝑡))

 

(𝑡,𝑢)~𝐷𝑙

− ∑ 𝜀2
𝑔(𝑡)

 

𝑡~𝐷𝑢

       (4 − 16) 

其中左部包含分类器 𝑞∅(𝑢|𝑡)  当从带标签的数据中学习时的一个附加分类

损失，超级参数 𝛼 控制带标签数据学习的权值。 

注意到，半监督学习的变分自编码器在数据集中学习到的类别数量呈线性上

升，这是通过重新评估训练期间每个类别的生成可能性而提高的。对于文本分类

任务，类别数量很少（例如，IMDB 中为 2 个类别，AG News 中为 4 个类别）。

然而，轨迹用户链接问题中的类别（用户）的数量非常大，这在计算分类器 

𝑞∅(𝑢|𝑡) 时产生巨大的计算量。为了解决这个问题，我们采用蒙特卡罗方法来估

算每个类别的期望评估[20]，其基线准则也可方便地被用作减小基于采样的梯度

估计量的方差： 

𝛻∅𝔼𝑧~𝑞(𝑧|𝑡, 𝑢) [𝑞(𝑢|𝑡) (−𝜀1
𝑔(𝑡, 𝑢))]            （4 − 17） 

由于 ELBO 𝜀2
𝑔(𝑡) 决定着分类器 𝑞∅(𝑢|𝑡) 的规模，遵循早期的文本分类工

作中的选择，本文在基于变分自编码器的轨迹用户链接模型中使用的准则是 

𝜀2
𝑔(𝑡)的均值[21]。 

综合本章对基于变分自编码器的轨迹用户链接模型的详细论述和推演，与现

行常用轨迹挖掘、轨迹用户链接方法相比，其优势表现为： 

（1） 本模型通过引入半监督学习的变分自编码器减轻了数据稀疏性问题，

利用大量的未标签数据改善了轨迹用户链接任务的性能[18]。 

（2） 实例化了一个学习隐式随机变量分布的结构，以对轨迹数据中的观

测到的可变性建模。通过将变分推理纳入具有隐式变量的生成模型，本

模型揭示了对复杂分布和对兴趣点序列长期依赖关系一种可解释的表



示方法。 

（3） 通过利用用户运动轨迹数据展现出高时空规律性这一事实，例如，超

过 90%的夜间运动记录是在同一兴趣点生成的[20]，基于变分自编码器的

轨迹用户链接模型能够捕捉到表示个体运动独特性的子轨迹数据的语

义。 

进一步的，用户的移动轨迹数据表现出分层特性，比如说，在子轨迹序列数

据中高频出现的兴趣点和一些隐含的模式（例如：目的地的意义），他们会体现

在轨迹数据中。我们利用分层次的循环神经网络来提取轨迹语义，编码运动模式

特征，改进人类运动识别效果及其效率，为轨迹用户链接任务提供解决办法，同

时为轨迹数据挖掘的其它相关工作提供一条可行的思路。 

  



5   实验结果与分析 

在这一部分，本文利用三个公开的基于地理社交媒体应用的数据集来测试基

于变分自编码器的轨迹用户链接模型，表征本模型的优点，对比和评估效果。 

5.1 数据集说明 

本文选用三个公开有效的基于地理社交媒体应用数据集进行了实验，分别是

Gowalla，Brightkite 和 Geolife。对于 Geolife，直接选择 Trajectory 数据，而不采

用匹配过运动模式的 Label 数据。从数据集中随机选取 |𝑈| 个用户和他们对应

的轨迹数据，对每一个数据集进行评估。我们会从中选择两个包含用户数量不同

的数据集，这些用户会产生不同的轨迹以进行模型性能的鲁棒性检查。表 5-1 描

述了这三个数据集的统计数据，其中|𝒰|表示用户数量；|𝑇𝑛|/|𝑇𝑒|表示训练和测试

的轨迹数量；|𝒞|表示签到数量；ℛ̅表示分段前轨迹的平均长度；𝒯𝑟表示轨迹长度

的范围。 

表 5-1 数据集描述 

数据集 |𝒰| |𝑇𝑛|/|𝑇𝑒| |𝒞| ℛ̅ 𝒯𝑟 

Gowalla 

201 9920/10048 10958 219 [1,131] 

112 4928/4992 6683 191 [1,95] 

Brightkite 

92 9920/9984 2123 471 [1,184] 

34 4928/4992 1359 652 [1,44] 

Geolife 

50 9378/10366 13652 879 [1,43] 

36 6957/7123 9506 852 [1,31] 

5.2 模型训练 

5.2.1 模型设置与参数 

在基于变分自编码器的轨迹用户链接模型训练的早期阶段，公式（4-13）中

的 𝕂𝕃[𝑞(𝑧|𝑡, 𝑢)||𝑝(𝑧)] 项可能会对兴趣点信息编码为隐式变𝑧产生阻碍作用，从

而容易导致模型崩溃，我们推测的原因是 Bowman 等人提出自回归模型（如循

环神经网络）拥有强大的学习能力和泛化能力。一个有效的解决办法是通过逐渐

增加协同效率 𝛽（从 0 到 1）控制 KL 散度项的权值，这也被称作 KL 成本退火



[22]。 

在循环神经网络编码器模型中使用的激活函数是 Softplus，即： 

𝑓(𝑥) = ln(1 + 𝑒𝑥)                       (5 − 1) 

，它将非线性化应用到参数向量的每个分量，确保方差有意义。除此之外，

因为可变长度数据是基于循环神经网络模型的训练的瓶颈之一，我们使用“桶方

法”加速学习过程：按长度对所有轨迹进行排序，然后将长度相似的轨迹放入相

同的桶中，在其中将数据填充到相同的长度，并作为批处理传入神经网络中，这

可以减少计算时间，提高模型效率。 

最后，我们在本模型中使用双向 LSTM，它们可以联合起来，对正向先验概

率和反向后验概率建模，同时训练兴趣点序列，从而有可能捕获更丰富的轨迹运

动的表示形式和内部语义，并加快模型训练的收敛速度。 

在此，给出调试后，基于变分自编码器的轨迹用户链接模型的部分超级参数

设置（针对 Brightkite 数据集）：嵌入层维度 enbedding_dim=320，嵌入层

embedding_dropout_rate=0.5，变分自编码器隐式空间维度 latent_dim=2，批处理

batch_size=64，训练轮次 epochs=300，训练验证集划分 validation_split=0.2。 

5.2.2 训练技术参数 

中央处理器：AMD A8-6410 2.00GHz 

内存：16.0GB 

操作系统：Windows 8.1 

编程语言：Python 3.7、Python 2.7 

集成开发环境：JetBrains PyCharm 2019.3 

机器学习框架：TensorFlow 1.14.0、Keras 2.3.1 

可视化方法：Matplotlib 3.1.1、Graphviz 2.38 

5.3 测试评估与性能比较 

本文将提出的基于变分自编码器的轨迹用户链接模型与轨迹相似性测量和

基于深度学习的分类领域中的几种常用方法进行了比较。为了对比实验，实现了

通过嵌入分层 LSTM 和双向 LSTM 提取轨迹数据特征[6]，但是没有变分自编码

器的推断。在具体的实现中，所有模型的学习率均以 0.001 初始化，并以 0.9 的

速率衰减。KL 成本退火的权值𝛽从 0.5 增加到 1；dropout 率为 0.5。我们将兴趣

点统一嵌入到 320 维向量中，所有基于循环神经网络的模型的批处理大小均为

64。 

用于对比实验测试的方法可以大致归类两类为： 

（1） 传统方法，包括用 SVD 作为矩阵求解器的线性判别分析的 LDA



（Latent Dirichlet Allocation）模型，决策树 DT（Decision Tree），随机森

林 RF（Random Forest）和用线性核函数的支撑向量机 SVM（Supported 

Vector Machine），在相关文献中这几种方法被广泛用于计算流动性模式

和对轨迹进行分类[14]。 

（2） 基于循环神经网络的轨迹用户连接模型，包括基于 LSTM 的轨迹用

户连接模型（TULER-LSTM）, 基于双向 LSTM 的轨迹用户连接模型 

（TULER-LSTM-S）以及 Gao 等人提出的双 TULER（Bi-TULER），这

几种是用于轨迹用户链接的最新方法[6]。 

本文采用的模型评价指标包含：K 折交叉验证 ACC@K, 宏查准率 macro-P, 

宏查全率 macro-R 和宏 F1macro-F1，他们都是信息检索领域中常用的指标。具

体地，ACC@K 用于评估轨迹用户链接的准确性： 

ACC@K =
正确链接到用户的轨迹条目数量 @𝐾折

轨迹数据条目数量
         (5 − 2) 

以及 macro-F1 是 macro-P 和 macro-R 的调和平均值，对全部类别（轨迹用

户链接任务中的用户）计算平均值： 

𝑚𝑎𝑐𝑟𝑜-𝐹1 = 2 ×
𝑚𝑎𝑐𝑟𝑜-𝑃 × 𝑚𝑎𝑐𝑟𝑜-𝑅

𝑚𝑎𝑐𝑟𝑜-𝑃 − 𝑚𝑎𝑐𝑟𝑜-𝑅
              (5 − 3) 

表 5-2、表 5-3 和表 5-4 分别量化地描述了在 Brightkite 数据集、Gowalla 数

据集和 Geolife 数据集利用本文基于变分自编码器的轨迹用户连接模型和其他基

于循环神经网络的轨迹用户连接模型在选定评价指标上的性能比较，其中最优性

能由下划线标出。 

表 5-2 基于变分编码器与其他循环神经网络的轨迹用户链接性能比较（Brightkite 数据集） 

模型方法 

|𝒰| = 92 |𝒰| = 34 

ACC@1 ACC@5 macro-P macro-R macro-F1 ACC@1 ACC@5 macro-P macro-R macro-F1 

TULER-

LSTM 
43.01% 59.84% 38.45% 35.81% 37.08% 48.26% 67.39% 49.90% 47.20% 48.51% 

TULER-

LSTM-S 
44.23% 61.00% 38.02% 36.33% 37.16% 47.88% 67.38% 48.81% 47.03% 47.62% 

Bi-TULER 43.54% 60.68% 38.20% 36.47% 37.31% 48.13% 68.17% 49.15% 47.06% 48.08% 

TULVAE 45.98% 64.84% 43.15% 39.65% 41.32% 49.82% 71.71% 51.26% 46.43% 48.72% 

 



表 5-3 基于变分编码器与其他循环神经网络的轨迹用户链接性能比较（Gowalla 数据集） 

模型方法 

|𝒰| = 201 |𝒰| = 112 

ACC@1 ACC@5 macro-P macro-R macro-F1 ACC@1 ACC@5 macro-P macro-R macro-F1 

TULER-

LSTM 
41.24% 56.88% 31.70% 28.60% 30.07% 41.79% 57.89% 33.61% 31.33% 32.43% 

TULER-

LSTM-S 
41.22% 57.70% 29.34% 28.68% 29.01% 42.11% 58.01% 33.49% 31.97% 32.71% 

Bi-

TULER 
41.95% 57.58% 32.15% 31.66% 31.90% 42.67% 59.54% 37.55% 33.04% 35.15% 

TULVAE 45.40% 62.39% 36.13% 34.71% 35.41% 44.35% 64.46% 40.28% 32.89% 36.21% 

表 5-4 基于变分编码器与其他循环神经网络的轨迹用户链接性能比较（Geolife 数据集） 

模型方法 

|𝒰| = 50 |𝒰| = 36 

ACC@1 ACC@5 macro-P macro-R macro-F1 ACC@1 ACC@5 macro-P macro-R macro-F1 

TULER-

LSTM 
50.69% 62.11% 46.27% 41.84% 43.95% 57.24% 69.27% 49.35% 47.61% 48.46% 

TULER-

LSTM-S 
49.55% 62.65% 43.40% 42.11% 42.75% 57.14% 69.57% 48.48% 47.59% 48.03% 

Bi-TULER 52.31% 64.03% 47.15% 44.95% 46.03% 58.31% 71.17% 50.84% 48.88% 49.84% 

TULVAE 55.54% 68.27% 51.07% 48.63% 49.83% 59.91% 73.60% 53.59% 50.93% 52.23% 

图 5-1 形象直观地描绘了本文模型和传统方法在 Brightkite 数据集上，对选

定评价指标上的性能比较。据相关研究文献，在 Gowalla 和 Geolife 数据集上，

传统方法已经被证明性能表现不如使用深度学习方法[6]。 



 

（a）|𝒰| = 92                          （b）|𝒰| = 34 

图 5-1 基于变分自编码器与传统方法在 Brightkite 数据集上的轨迹用户链接性能比较 

我们选取了使用本文提出的基于变分自编码器的轨迹用户连接模型对

Brightkite 数据集中的轨迹数据进行训练时，性能表现最好的一组，做可视化表

征，如图 5-2（a）模型准确率最终浮动在 73%左右，图 5-2（b）表现损失函数收

敛情况。 

 

     （a）准确率随训练轮次的变化          （b）损失值随训练轮次的变化 

图 5-2 基于变分自编码器的轨迹用户链接模型训练可视化表征 

从以上表述的这些结果中，可以发现在挖掘轨迹数据、探索人类移动模式方

面，对轨迹数据分层次地建模有效提取了潜在语义，通过变分自编码器引入隐式

变量，并进行变分推断，在上述评价标准中产生了不错的性能进步，总结如下： 

本文基于变分自编码器的轨迹用户链接模型在大多数指标上表现最佳。这一

出色的结果是由于它具有学习复杂的轨迹潜在分布并且利用未标记数据的能力。

通过在概率生成模型中建模轨迹的分布，本模型能够捕获人类运动模式的基本语

义。另外，通过将未标记的数据合并到训练中，本模型中的半监督分类器可以缓

解基于地理数据的移动社交媒体应用数据固有的数据稀疏性问题。但是，所学习

到的潜在表示通常效果不佳，尤其是在数据量严重稀疏时，例如：在 Brightkite

中 |𝒰| = 34。我们推测这部分是由于编码器产生的纠缠表示（一种具有相互依赖



的复杂化表示），这导致难以表示相对较小且稀疏的数据集的变化。 

当更具体地关注本模型和基于一般循环神经网络的模型之间的比较时，我们

注意到由于分层轨迹建模而产生了效果的提升。尽管后者使用可变循环神经网络，

但是它们在对签到序列建模时，受限于较浅层的特征提取和生成，导致识别和链

接效率的下降。 

当涉及到各种基于深度学习的轨迹用户链接方法的训练过程时，上述表 5-2、

表 5-3、表 5-4 和图 5-2 中的性能表现表明了深度学习在轨迹数据挖掘的性能。

这证明了固有生成模型在理解人类运动特性方面的有效性。其他指标和其他数据

集也具有类似的结果，但受限于时间，在此省略。 

  



6   总结与展望 

本文提出了基于变分自编码器的轨迹用户链接模型，这是一种用于挖掘人类

移动模式的生成模型，旨在通过引入半监督学习机制的变分自编码器来学习用户

轨迹的隐式层次结构并缓解数据稀疏性问题。本模型在变分自编码器框架中结合

循环神经网络的分层轨迹建模来制定轨迹用户链接问题的解决方案。与现有方法

相比，本文基于变分自编码器的轨迹用户链接模型大大提高了解决轨迹用户链接

问题的性能。 

实际上，本文提出的基于变分自编码器的轨迹用户链接模型，还可能有其他

几种变形，例如：解码器可以使用可能进一步提高效率的卷积神经网络代替，因

为它只需要对离散数据进行一维卷积，例如 Yang 等人使用的空洞卷积神经网络

解码器用于文本建模[23]。本文，在轨迹数据链接工作中，着重于推断人类签到数

据中的变量分布并提高轨迹用户链接的性能。寻找基于变分自编码器的轨迹用户

链接模型的其他高效方案是建立在本文之上的未来的工作，可以通过在潜在空间

中合并其他有效信息，例如空间和时间信息，来增强变分自编码器的推断能力，

提高轨迹用户链接准确率，我们将其留给未来进一步的研究。 
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